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Bayes-*

Thomas Bayes (c. 1702 — April 17, 1761),
brit matematikus és presbiterianus lelkész

Bayes tétel p(Model| Data) oc p(Data| Model) p(Mode))

Bayes statisztika f~1= Ep(0,8|Data)[f (0,5)]
Bayesi donteselmélet

Bayes halok

Bayes faktor

Bayes hiba

Bayes riziko

Bayes dontés

Bayes becsl6



Tortenetl attekintes

]: S. Wright's diagrams, ,,Correlation and causation”
] The first (medical) applications (Dombal).

] The axiomatization of independencies (Dawid)

] The decomposition of a distribution (Lauritzen).

] Representation of independencies (Pearl).

] Inference methods in polytrees (Pearl).

] Exact general inference methods (Lauritzen).

] Closed form for the structure posterior (Cooper,
ovits)

] Bayesian inference over BNs (Madigan)

] Bayesian inference about causation (Heckerman)
] Bayesian inference about relevance (Friedman)

] J.Pearl: Causality, Cambridge University Press



Bayes tetel

Egy algebrai trivialitas

1Y) = p(Y [ X)p(X) _ p(Y [ X)p(X)

p(Y) >, PV IX)P(X)
Egy tudomanytorténeti paradigmavaltas

p(Model | Data) o p(Data| Model) p(Model)

p(X

Es pszicholdgiai konzekvenciak, megerésités
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Bayes tételtol a Bayes halokig:
Naiv/idiota Bayes halo

Valtozok:

Asthma-stadium (St), ,Légzésfunkcié(I,_F), TunetGyakorisag (Gy),
TunetSulyossag (S), EjszakaiTunet (E), FizikaiTerhelés (F), Hallgatozasi

eltéerés (H) P(St)
Model w

P(LF|St) S P(H|St)

y P(S St
LégzésFunkcio Gyakorisag @ @ @ Hallgatozas

Diagnosztika
p(St|LF ,Gy,S,E,F,H)

o p(St)p(LF |St)p(Gy |St)p(S|St)p(E|St)p(F |St)p(H |St)
= p(St)H p(Tunet . | St.)
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Pathfinder

Pathfinder system. (Heckerman, Probabilistic Similarity
Networks, MIT Press, Cambridge MA).

 Diagnostic system for lymph-node diseases.

» 60 diseases and 100 symptoms and test-results.

* 14,000 probabilities.

« Expert consulted to make net.

8 hours to determine variables.

« 35 hours for net topology.

40 hours for probability table values.

» Apparently, the experts found it quite easy to invent the causal
links and probabilities.

Pathfinder is now outperforming the world experts in diagnosis.
Being extended to several dozen other medical domains.



Es még egy model




Bayes halo ertelmezesi szintek

» Egyuttes eloszlas hatekony
reprezentalasa

— Hatékony kovetkeztetes és tanulas

* Fuggetlenseégi allitasok reprezentalasa
— Direkt fuggeések

» Oksagi modell reprezentalasa

— ,A csomopontok valtozok,
— Az élek direkt, okozati relaciok”



Eloszlasok faktorizacioja

« Altalanos (=Markov halok)
— Potencialok

« Specialis (=»Bayes halok)
— Feltételes eloszlasok
p(xl 11111 Xn) = H p(xi | Kireeos Xi—l)

i=1,..,n

= H p(xi | Pa(xi))

i=1,...n



Eloszlasok fuggetlensegeinek grafos
reprezentalasa

,A valoszinliségszamitas nem a szamokrol szol”

» Jelolje 1,(X|Z]Y), hogy X,Y fuggetlenek Z
feltéetellel p eloszlasban

* Az M, fuggetlensegi modell tartalmazza az
osszes p-beli fuggetlensegi allitast

« Keéerdesek
— Lehet-e minden M -t egy graffal reprezentalni? (nem)
— Pontosan melyiket lehet? (nem ismert)
— Mi a legjobb ,kozelités™? (problemafuggo)



Graffal nem reprezentalhato

eloszlasok/fuggetlensegi modellek
* Intranzitiv fuggés (pl. X és Z lehet fuggetlen)

SOE

Alsobbrendi fuggetlensegbdl nem kovetkezik
magasabbrendl

(X,Z)-tol egyutt fugghet Y, mégha paronként fuggetlen



A fuggetlensegi modell vs grafok Il.

* JO hirek:
— Veges karakterizacio egzakt Markov halos
reprezentaciora
— D-elvalasztottsag helyes és teljes kalkulus
¢ Sejtesek
— Nincs veges karakterizacio egzakt Bayes halos
reprezentaciora

« Rossz hirek

— Léteznek egzakt modon nem reprezentalhato
eloszlasok (sem Markov, sem Bayes halokkal)

— A reprezentacio redundans =»oksagi ertelmezeés???



Principles of causality

strong association,
X precedes temporally Y,
plausible explanation without alternative explanations,

necessity (generally: if cause is removed, effect is
decreased or actually: y would not have been occurred
with that much probability if x had not been present),

sufficiency (generally: if exposure to cause is
increased, effect is increased or actually: y would have
been occurred with larger probability if x had been
present).



Fuggetlenseqgi vs. oksagi modell

BAJ: egy fuggetlensegi modellhez tobb
Bayes halo is tartozhat

P(X),p(Z|X),p(Y|Z)
CORCI=CD,
P(X),p(Z|X,Y),p(Y)
P(X|2).p(2[Y).p(Y) “tranzitiv’ M # intranzitiv’ M
GO O~
pP(X|Z),p(2),p(Y|Z) Az idc’jk nyil”
‘v-struktura’
GO0 "



Oksagi Bayes halok

,<Correlation#causation”, ,no cause in, no cause out” m
O

,Csak oksagi kapcsolatok” feltevés: tobb valtozé esetén bizonyos élek
egyértelmiek
Tobb valtozo esetén bizonyos esetekben még rejtett valtozok is kizarhatok

KONKLUZIO1: tabula rasa oksagi kovetkeztetés lehetséges
« K2: oksagi kovetkeztetések spektruma a targyterulet fuggetlen feltevések
fuggvényében
— Csak oksagi relaciok
— Rejtett valtozok
— Modell minimalitas
— Valtozészam

~Az okozatisag matematizalasa”
,a statisztikai id6 iranya”



Feladatok Bayes haloknal

(Passziv megfigyeléses) kovetkeztetés

— P(Cél-valtozok|Medfigyelt-valtozok)

— Legvaloszinlbb értékkonfiguracio

Beavatkozasos kovetkeztetés

— P(Cél-valtozok|Megfigyelt-valtozok, Beallitott-valtozok)
Kontrafaktualis kovetkeztetés

— P(Cél-valtozok|Megfigyelt-valtozok, Atallitott-valtozok)
Dontési halo, hasznossag €s beavatkozasi valtozok
— Tovabbi informacio értéke

— Maximalis hasznu dontés

Parameter tanulas

Struktura tanulas
— =>BNET 1995-



Bayes halok tanulasa

* Hipotezisteszteléssel
— Fuggetlensegi tesztek diktaljak a halot

» Bayes statisztika esetéen

p(Model | Data) o« p(Data | Model) p(Model)

Valtozék: SNP75, SNP10,SNP79, Asthma (,best model™: 79<-75->10)

4 20
2 0 rae
0 — best+75->A 20 | 3 best+75>A
2 — best+10->A — best+10->A
4 - best+79->A -40 best+79->A
best+75,10->A best+75,10->A
6 — best+ALLSNP->A || 60 1 — best+ALLSNP->A
-8 - —75->79 —75->79
_80 i
-10 ——empty ——empty
12 -100 -
14 -120




Bayes halo tulajdonsagok

Otlet: hipotézisek, mint Bayes halo jegyek
Otlet2: (modellalapu) posterior a hipotézisekre
p(ModelTulajdonsag | Data)

= Z p(m| Data)l(Tulajdonsag —igaz — m —ben)
= B (mpaay [1(Tulajdonsag —igaz —m —ben)]

Geénregularizacios kisérletben

— Paronkénti oksagi kapcsolatok: fuggetlen, kozos ok, oksagi
kapcsolat (direkt/indirekt)

Asszociacios kisérletben
— Relevancia???



Feature learning

Feature posterior
P(F=1)= ZG:FG:f P(G)
» Goal: approximate the full-scale summation

(integral)

* Practical methods: MCMC (Markov Chain
Monte Carlo) sampling



A kapcsolt BN jegyek relevanciara

— Markov Blanket (sub)Graphs (MBGs)
(1) parents of the node
(2) its children
(3) parents of the children
Markov Blanket Sets (MBs)

* the set of nodes which
probabilistically isolate
the target from the rest
of the model

— Markov Blanket Membership (MBM)
 pairwise relationship



Kapcsolt, eltero absztrakcios szintl
hipotézisosztalyok

Az asszociacios tanulmanyok kérdései Bayes haldk
strukturalis jegyeivel formalizalhatok

— Paronkénti asszociacio: Markov Blanket Memberhsips
(MBM)

— Tobbvaltozos/multifaktorialis asszociacio: Markov Blanket
sets (MB)

— Multifaktorialis asszociacio interakciokkal: Markov Blanket
Subgraphs (MBG, C-RPDAG)

— Teljes interakciés modell: Részlegesen iranyitott Bayes
halo (PDAG)

— Teljes oksagi modell:Bayes halé (BN)

« Kapcsolt, absztrakcios szinteket alkotnak ezek az
asszociacios (felteteles) jegyek

— DAG=>PDAG=>MBG=>C-RPDAG=>MB=>MBM



Adatoktol az orvosbiologial

igeretekig

Populacids adatok o[ Személyre

(csaladfa) Statisztikai adatelemzés | SZabott g
T — prevencio
Klinikai adatok _ sziirés
Genetikai profil — diagnosztika
— Egyed Bioinformatika ) < — gyogyszer
— Szdvet > — kezeles
Genomikai profil *| (Nep)betegsegek
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— kezelese
— mikroRNS profil _ P|. malaria. TBC
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4 °Qénregularizéciés halok Csontritku|é3,
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*Modell alapu gyogyszertervezés



Bioinformatika: tudas és adat fuzio

Nagy dimenzioju Nagy mennyisegu, elektronikus

Kornyezeti valtozok

Fenotipusos (klinikai) valtozok
OMIM PUb_M%gene Ontology
\

KEGG . HAPMAP

\\

Nagy atereszt6képességu
molekularis biologiai

°DNS chip | mMikroRNS expressxig Ingenuity* \.  _omut dbSNP
E%ioilf Schip)  coppartive Gonome Hyerdzaten, mRDB _ TRANSFAC
SNP chi P gy nukleotidos polimorfizmu PreMod ...
. chip u

“ -

—

Komplex, hierarchikus,
*Asszociaciok
*Multifaktorialis interakcidk
*Okozati relaciok
*Alrendszerek, rendszerek



Tudasmernoki trendek
(fuziohoz)

4
Szabadszdveges tudastarak & ”%%
— PI. Pubmed 15 millié absztrakt & ’
— Cikk allitasa formalisan %
Szemi-formalis tudasbazisok | &
Elektronikus ontoldgiak, taxonomiak helyeutesites
— UMLS, MeSH, Gene Ontology, MGED Tudasmérnoki feladatok:
ontologia, SNP ontologia ereprezenticio,
Formalis tudasbazisok *kinyerés,
Valészinliségi tudasmodellek/logikak *kévetkeztetes,
efenntartas

Szemantikus vilaghalo
Annotalt, integralt adatbazisok

Annotalt, integralt web-szolgaltatasok Enciklopédistik (D.Diderot)

Logikai pozitivizmus/empirizmus
(R. Carnap )
“World Brain” (H.G.Wells,1938)
Elektronikus, hatalmas mennyiségi, egységesitett, valoszinliségi,
empirikusan lehorgonyzott, formalisan reprezentalt tudas



Indukcios trendek (fuzidhoz)

« Statisztikai, szamitaselméleti tanulasi elméletek
— Nem-parametrikus konzisztencia eredmények
— Nem-aszimptotikus konvergencia eredmények

« Bayes statisztika
— Markov Lanc Monte Carlo médszerek (MCMC)
— Hibrid/Hierarchikus/Kapcsolt/... MCMC-ek

« Oksagi kovetkeztetés

Oksagi kapcsolatok indukcidja passziv megfigyelésekbdl

Oksagi kapcsolatok formalizalasa (kauzalis Bayes halokkal/
strukturalis egyenletekkel)

Megfigyelések és beavatkozasok tervezhet6sége (kivaltasa)
(Beavatkozasok hatasanak valoszinliségi modellezése
Kontrafaktualis kovetkeztetések)

W.Ockham
D.Hume
K.R.Popper

T.Bayes
P.Laplace

D.Hume
H.Reichenbach



Genetic Association Studies (GAS):
a statistical view

« Genome-wide association studies (GWASS)
— Sample size: ~1000
— |Response/outcome (target) variables|: ~10
— Predictor/explanatory:

* |SNPs| (nominal/numeric, unphased genotype): ~10°, 108 AFFYMETRIX SNP 5.0 - SNP 6.0
» |Environmental variables|: ~10 )
— Cost: 1000x1000 Euro AFFYMETRIX 250K - 500K :”ﬁ”’?"'"*
« Partial genome screening studies (PGSSs) TR o
— Sample size: ~1000 4 i
— |Response/outcome (target) variables|: ~10 = AFFYMETRIX 10K SNP
— Predictor/explanatory: 2 AFFYMETRIX
|[SNPs| (nominal/numeric, unphased genotype): ~102 £ ILLUMINA
|Environmental variables|: ~10 - GoldenGate
— Cost: 10000 Euro 3 Custom Panels SiHien
E
- The goal is the exploration of... 2 Sk A Teahan
— the of explanatory variables w.r.t. the LUMINEX
target variables -
— the of explanatory variables dba B

Mumber of patients/sampla 1o ba analysed



The genomic background of
asthma

SU/DGCI: Andras Falus, Csaba Szalai, lldiké Ungvari
Sample size; 1100

Metwork

SNPs: 46 (150) &
Clinical variables 4 (10) /|

Clinical data

Pairwise association

Genetic (SNP)
data

Multivariable analysis

Multivariable analysis with

_ interactions
Literature

Complete dependency

models

Complete causal models:

vei "\
T

o © 20002008 Ingenusty Systoms, inc. All ights resonved.



Overview (SNP)

Localization

dbSNP, HAPMAP, Gene Ontology,
TRANSFAC, PreMod, miRDB, KEGG

Haplotype prediction
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An overview of results

HWE — Hardy-Weinberg equilibrium test, ODDS — odds ratio, ARM — Cochran-Armitage trend test,
LRCO - logistic regression (continuous case), LRCAT - logistic regression (categorical case), MBM —
Bayesian pairwise relevance, MBS-1-9 relevant sets by Bayesian analysis. (only MBM values are
numeric, others are arbitrary values for visualization)
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Uncertainty/sample complexity in multivariate analysis?
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Lessons from the applications of

the BMLA

High-level of uncertainty in multivariate analysis
There are stable sub-parts (e.g., subset, subgraphs)
Results for target variables and for certain SNPs could be

aggregated

3.50E-001

3.00E-001

2.50E-001

2.00E-001

p(MBS|D)

1.50E-001

1.00E-001

5.00E-002

0.00E+000

Posterior
¢ Approximation

0

10

20

VSO

Rank(MBS)
30

The peakness of the posteriors
of the most probable MB sets
and their MBM-based
approximations.

(46 variables, 1000 samples)



Posteriors of MB sets, p(MBS|D)

“Sample complexity” for FSS

20 -
18 1
16 -

The summed entropies
of the p(MBM(Y,X,,G)|D)
posteriors, and the
entropy of the MBS and
MBG posteriors for the

——MBM
e MBS
----MBG

artificial model (with 7+1

3000 .
1.20E+000 Sample-size variables).
1.00E+000 P
/ — 520 1 The sequential posteriors of
8.00E-001 - -
! 5500 1 relevant MB sets for the model
6.00E-001 T T 19997 with 50 variables.
A - ----52000
4.00E-001 T -~ 85000
r \-\
2.00E-001 P
PR Y J,I-’" \
0.00E+000 =75 o
Y ,\QQQ q/QQQ bQQQ \QQQQ q/QQQQ Sample size
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Problem: the “polynomial’gap between simple and complex features

(e.g., MBM (n?) and MBS (2"))
ldea: If all X;in set S with size k are members of a Markov Boundary set,

then S is called a k-ary Markov Boundary subset (O(nk)).

p(G: X = MBS(G)|D,)
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The maximal posteriors for k-relevance/k-MBS for Asthma.



SNP-to-gene aggregation

© 1 —————" —
_-é.' F ::;==’::-":: / _~
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The sequential posteriors that a given gene contains a SNP relevant for asthma

Abstraction levels: SNP, haplo-block, gene,..., pathway

Note that it is different from aggregated multi-variables.




Joint analysis for multiple targets

Targets (Outcome): Asthma, Allergy, Rhinitis

§ 1.00E+000 = = =

g 8.00E-001 \__ ~m- All (measured)

S , 6.00E-001 N = = —#— All (approximated)
2 B 4.00E-001 o= = i

S § 2.00E-001 Asthma

@  0.00E+000 ~ A Allergy

(@]

Q —~@— Rhinitis

s b5 ol aet AKX AQ A2 09 X 0D o\ 0L 0V AT SAD 00 2D 9D AN AD 9T

2 N S e e ¥ S ¥ G S e S e e e

The MBM posteriors that a SNP is relevant for asthma, allergy and rhinitis,
both separately and jointly.

Note that it cannot be done off-line (contrary to k-MBS/k-MBG and feature
aggregation).



Redundancy and interaction

p(G:Xi’Xj c MBS(G)|Dy)
’)
p(G: X, eBS(G)| DN)p(GZXj e MBS(G)|D,)

SNP9,SNP31,

SNP2,SNP9,

SNP12,Allergy,

SNP14,Allergy O Absolute difference
, , 1 @ MBM-based approximation
O 2-MBS estimation
SNP7,Allergy, %

SNPG6,SNP8,
SNP2,SNP31,
—

SNP3,SNP4, e |
0.00E+00 2.00E- 4.00E- 6.00E- 8.00E- 1.00E+00
0 001 001 001 001 0

The quantification of interaction and redundancy by the decomposability
of the posterior.
Single measure (instead of many Bayes factors).



Conditional (and contextual)
relevance

The maximimum a posterior Markov Blanket subgraph

SNP9
SNPS ™ snP31

~ © Gender
SNP7 -

kuergy‘\smma SNP4

’ N
SNP46 R\hlnltls Nﬁ3

EN P27



Fusion using probabilistic logic

@E—m Text-mining >

[ Probabilistic knowledge bases and world-
Web-mining ::> wide web ) ~
Domain-specific
, kn '
KB-1 ’ GO, Explanation -Q0)-
; generation - —
Ingenuity Query _>
PharmKB, answering @
wledge {}
KB-n ’ Kernels | Posteriors

 multivariate Bayesian data analysis,
» the use of more powerful logic for representing knowledge,
« uncertainty management in knowledge representation, induction, and inference,

syntactic Sdmbkel=P)g PKBIs-PISVAlTleisitsy AR | KB nEBY pKB)

pKB pKB
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