Meéréeselmelet

3. fejezet: A becsléselmélet alapjai

2021. marcius 3.
1




Ismétlés

|
A valdsag (tere) : A megfigyelések (tere)
|

A dontések/becslések (tere) -1
x(n+1)= Ax(n) I N 2 +1) = A3(n) + Ge(n) _
a * Y =Cxn) [y el Kerrekeis L/ $(m) = Gi(n) RN
d 5
bizonytalansag
(zajos) csatorna
~ - Py(C10 — Coo)f(z|Hoy) = P1(Cor — C11)f (2|Hy).

megfigyelési folyamat megfigyelési folyamat ,inverze”

dintési kiiszoh

2. A dontéselmélet alapjai B -
| ' Po(C10 = Coo) f (21 Ho) N N PiCon = G fCAH) >
: | field Put \ fiz[H2) noveli a koltséget ilf: \ novell a kbltseget A (Z) < n
forras . dontés f fii
| : | '. | [i1 Ho
| : | . | ] |,
" megfigyelések ' dontések tere 7 l | Z K =
1. Példa: tere 2.Példa: 3.pelda: ~ S
N—1 ——» van jel i —_— —* vanie 2 .l D Zk 1 . Kiiszdb
o %Z() > d':::i:l:r “ ; %;() g dﬁlektsr - nincs jel Nk:f'() T d;tekt;'l‘ T—' nines jel
k=0 —— nincs jel ak
Tt SR
N Frp n D b[a}
(0] (e e]
3. A becsléselmélet alapjai ﬁr,ﬁ.a R(E. @) = E{C(a. @)} = f j 08, 0)f (a,2)dadz
Valasag Megfigyelések : Becslések l —o -0
: : E(ﬁla] a a
,r : Maximum a posteriori
3.1. Bayes becsl6k Négyzates Abszollt g
'. | -1
: ' 1 (al )_f(Zla)f(a) |/ X L X b le o
f (@) flalz) L ey | flalz) = flz) | > a-a | > a-a va-a
T — a
f(@dla) —— J_/_ — Gure = ” af (a|z)da dups = f(alz) ayap = f(alz)
Ms — mediénja. maximumhelyé.
Méréselmélet 4. el§adds, 2021. marcius 3. —®




Bayes becsl6 Gauss eloszlasok esetén| A megfigyelés modellje legyen linearis! z=Ua+n

Ays = Moz = Mg + U ZpqU+ Zgg| U Znp(z — Upy) cov{a,a|z} = Zaq); = [U" ZpalU + Zga| ™"

apriori ismeret korrekci6 z—Upu, fliggvényében
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3.2. Maximum Likelihood (ML) becsl6 AN of (zla) _o, || 9SGl

flal 7 Jda . Jda
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a=apmj,

3.2.1. Gauss-Markov (GM) becslo: 1 —+a a=apyy

ﬁ.'ld'rlf" = &ML
Specidlis ML becsl: a megfigyelési zaj Gauss 1 L -va)TEmhz-va) || Ggu = [UTZ Ul 'uTx;, ) z

eloszlasu, a megfigyelési egyenlet linearis. f(zla) = N 1€ — —r
Példa: DC SZinthagj\éan. sy (2m)2| Xy, |2 cov(@gy, Ggn) = [UTZ77U1 71
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(2m0)?

3.3. Becsl6k determinisztikus modellel jellemzett paraméterek esetén

_ L sN=1(g )2 Gy = Gy = LYN=1, Linearis megfigyelési egyenlet és Gauss eloszlasu csatorna zaj
f(zla) = se 29n ) ML = %GM — y 4k=0 “ks | esetén a legjobb (Gauss-Markov) becsl6 az egyszer(i atlagolas!

3.3.1. Becslések mindsitése Torzitatlan becslé: Az a becsl8, amelyik varhaté értékben a helyes értéket adja:| E(a—a) =0

1

var(4,) = var[%zlzg;g Z] = E{((%Z’;}’;& Zk) - E{E N-1 zk})z} _ E{(% N1z — A))Z} _ %ZQ’:—& var(zy) = #NJZ _ %2

I

var(4,) = var(zy) = 0? > var(A,) | 3.3.2. A minimalis variancia kritériuma | mse(a) = E[(a — a)?] Torzitas
Zavaras

mse(d) = E{[a@ — E[a] + E[a] — a]?} = E{[a@ — E[a] + b(a)]?} = var(a) + b?*(a).
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3.3.3. Minimalis varianciaju, torzitatlan becsl6k (Minimum Variance Unbiased Estimator, MVU Estimator) Ismétles

Nem biztos, hogy MVU becsl6 Iétezik! |Lehet, hogy nincsen torzitatlan becsld. Lehet, hogy egyik becsl6 se minimalis varianciaju.

Erdekes médon van médszer arra, hogy meghatarozzuk, hogy mekkora az elvileg elérhetd legkisebb variancia!

Cramer-Rao alsoé korlat (Cramer-Rao Lower Bound: CRLB, skalar paraméter esete) | var(a) = CRLB(a)

dinf(z; a) 32inf(z;a)\| " || dinf(za) a variancia 1
Ha | p|—2 2" | = | akkor 5 _ ’ & _ _ a = = —,
[ da ] var(@) 2 | ~£ da? da =l(@)(g@) -a) || a=9() minimum: I(a)
1. Példa: | z, = A + w,, OIn(zgid) _ Ly, _ g _%nf(zgA) _ 1 A=g(zy) =z, var(A) = o?
0A o2 20 ! 9 A2 — g2
2. Példa:| 7z, = A +w, —alngiZ;A) = S YNZ3(z — A), _PmfzA) N A= % R=0 Zics var(A) 2 %
0A2 o2
i 2 5 _ 1¢oN-1

3. Példa:| zx = A + wy, %‘ZZ’”) = —% —~ =Nz - A? | =5 [ YNZd(z — A)? — 02] 0% =—Yr=o(zx — A)?

Zaj v’ariancia varianciaja: e lasz(z;O-Z)l __N No? _ N var(?) > 20*

4. Példa:| xx = sx(a) + wy, d(02)? 204 a® 204 N

var(a) > o2 5. Példa: [ag(a)]z [ag(a) 2 6. Pelda:

sl 1[ask(§a)] a = g(a) paraméter var(a) = az:?(m — = —W DC szint (A) teljesitményének (42)
varianciajanak alsé korlatja: E{[ da } da? ,meérése” a DC szint mérésére alapozva.
2g(a))® 2g(a))® 2 A becslés nem
~ -5 a a (24)2  4A%c? ; 121 — p2(A N — 22 4L 9" 2 g
var(@) = var(A?) > Lla (j = sznﬂ]z_a) =F—= NG Mivel| E{A?} = E*(A) + var(4) = A* + v FA torzitatlan.
el P[5 o2
. V) 4A%g? 204 . 7z 7

Mivel | var(4?) = ~—+~7>CRLB | javasolt becsl6 nem lesz hatasos. 4
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Cramer-Rao also korlat (Cramer-Rao Lower Bound: CRLB, vektor-paraméter esete)
Tegyik fel, hogy a mérési (vektor)adatok valdszinliség sirlségfiggvényére teljesil a regularitasi feltétel minden a esetében:

dlnf(z; a) B

d

da

A Fisher informaciés | I;;(a) =

mat

7. Példa: Additiv, Gauss eloszlasu fehér zajjal terhelt DC szint
és szorasanak mérése mérési sorozatra alapozva:

rix elemei:

Zg

=A+Wk,

Mosta= 1[4 o2]".

_E<

Ekkor barmely torzitatlan becsl6re igaz, hogy a becsl6 kovariancia matrixanak és
az un. Fisher informaciés matrix inverzének a kilonbsége pozitiv szemidefinit: | C; — I"1(a) = 0

0%Inf(z; a) Egy olyan torzitatlan becsld, amelyik dinf (z; a)

da;0a; ) eléri a Cramer-Rao also korlatot

akkor és csak akkor talalhatd, ha:

aa’ =1(a)(g(z) — a)

llyenkor a becslé @ = g(z), és a kovariancia minimum I~1(a).

k=0,1,.. N—1, ahol awy korreldlatlan minden mlntaval és vanszmusegsuruseg figgvénye: V' (0, 02).

I(a) = —

92nf(z;a) 9%Inf(z; @)

0A? 0Ada?

E d%2Inf(z;a) 0%Inf(z;a)

0A00> d(0?)?

2

k=0 (Zk — A)*.

m2

8.Példa: 4 = g(a) a becsilendd
mennyiség, és az a
kovarianciaja I"*(a), akkor

Ha az el6z8 példdhoz kapcsoldddan az a« = g(a) = A% /o “ jel/zaj viszony be_cszlese varianciajanak also hatarat keressik, akkor

dg(a) [ag(a) ag(a)] 24 A2] a2 ° o
oa 0A 8oz | lgz2 g4l var(&)Z[ = - 4] N 54
Ezt felhaszndalva a keresett alsd hatar: o 0 o

N L
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Megjegyzés: Az el6z6ekben bemutatott példak kozos jellemzbje, hogy determinisztikus paraméter, és ismert valdszin(iségsirlség
figgvényl csatorna-karakterisztika feltételezésével a becslés varianciajanak elvi minimumat kapjuk meg.

Az, hogy ezt milyen mérési eljaras alkalmazasa esetén érjik el, ill. Iétezik-e, ismert-e ilyen eljaras, sok esetben nyitott kérdés.

A tovabbiakban korlatozzuk magunkat arra az esetre, amikor a megfigyelési modell linearis.

Latni fogjuk, hogy ilyenkor hatasos becsl6khoz jutunk, azaz minden esetben
elérjik a becslés variancidjara meghatarozhato alsé korlatot (CRLB).

Additiv, Gauss eloszlasu fehér zajjal terhelt linearis modellek esete: | z=Ua +w

z N*1 dimenziés megfigyelési vektor , .. : . .
" . . : e a megfigyelési vektor minden eleme az ismeretlen paraméterek
U N*M dimenzids, ismert megfigyelési matrix o o , L
N : . y ” , linearis kombinaciojaként all el§, amit additiv zaj terhel.
a M*1 dimenzids, becstlendd paramétervektor , B : ,
N*1 dimenzids zaj vektor, amelynek valdszinlsé Ahnhoz, hogy M parametert |?€§ZSU|I’1I tUdJEmk 'ega abb
w JEre J, P Y g ugyanennyi megfigyelést/mérést kell elvégezniink,
stirlisegfuggvenye N(0,0°1). azaz N 2 M, réadésul a zaj hatasanak csokkentése
Ebben az esetben a CRLB és az ezt eléré MVU becsl6 kiszamithato: erdekében tipikusan N > M vagy N > M.
1. lépés: Inf(z; a) szamitasa;
2.1épés: AzI(a) = —E [M] Fisher informdcids matrix és abbdl az @ kovariancia matrixanak kiszamitasa: C4 = I 1(a).
3. lépés: A g(z) MVU becslé meghatarozasa a kbvetkezs szorzat alakbal: al%flz;a) =I1(a)|g(z) — al.
(s N 1
l.lepés: Inf(z;a) = —In(V2mo?) -~ (z-Ua)"(z - Ua) - infzw)| | 1.7
s s alnf(z,a) 1 0 T TryiT T T I(a) _ _E da?2 _ _ZU U’
2. 1épés: > == g 2Tz —2z"Ua + a’UTUa] = 2[U z—U"Ual, a g
a 204 0a Ca — I_l(a) — 02[uTu]—1
3. lépés: 9inf(za) _ o VU 1T,
e —1@lg(z) —a] =—|(U'U)"U'z—al €3

o — — T 15T . _ - 6 o
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Vagyis additiv, Gauss eloszlasu fehér zajjal terhelt linearis modellek esetében:
- Az MVU becsl8: @ = (UTU) 1UT z. A becsl6 hatasos és eléri a CLRB korlatot;

- A becsl8 torzitatlan, mert: E(@) = (UTU)"'UTE(Ua +w) = q;
- A becsl6 statisztikai viselkedése teljes mértékben specifikalt, mert @ a Gauss eloszlasu z vektornak linearis transzformaltja:
a~N(a,c?(UTU)™Y).

Példak ennek a modellcsaladnak az alkalmazasara, ahol: | @ = g(2z) = (UTU) Uz, || C;=1"1(a) = c?(UTU)?
1. Példa: az illesztendd modell a diszkrét n idéindex polinomja: x,, = a, + a;n + a;n? + -+ apnt + w,
Xq 1 ‘1) ‘1) (1’ Ir a, W, d=g(z) = (UTU) U g,
x a W
I } L N | b I el a~N(a,c2(UTU)™D)
1 N—1 (N—1)2 .. (N—pm-2fttu-2l 1WN—1
. . 20 .y . ; . . s 2mkn . 2mkn
2. Példa: Az illesztend modell az id8ben diszkrét Fourier sorfejtés: X, = Yh—, ax cos— —+ Y by sin +w,
Most DC komponenst nem illesztink.
1 ) e a=g(x)=UT0)"Wz
1| a
X a w
z= 31 = |- cos% Sin% b1:1 + 51 =Ua+w (UTU) 1= —I
XN-1 : ) : P , 5 H | by Wy -1 Ay = Zn 0 xn COS ~ kn,
T . VA .
COSW(N — 1) ces oo San(N - 1) | _b;vl— b — Zn 0 xn Sln_kn

A becsl6k egymastdl fiiggetlenek. Ca = LA %021 7
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3. Példa: A mozg6 atlagold (FIR sz(ir6), amikor a gerjesztés belépd figgvény, tehat x,, = 0, han < 0

: M-1
N Yn = k=

0 Ak Xp— + Wi

a=g(z)=WUTu) Uz,

y - Xo 0 0 a W
0 0 0
X1 X0 0
Y1 a, W1
zZ = . =\ X X1 X0 0 . + =Ua+w
. . 0
YN-1 Ap—1 Wy—_1
' XN-1 XN-2 XN-3 XN-M-

a~N(a,c?(UTU)™Y)

4. Példa: Mozgdé-atlag (Moving Average: MA) paraméterek becslése. Most nem belépd fliggvényre

Yn = D=0 Ok Xn—k + Wi
X0 X1 XN-1 X0 X-1 X1-M X5 XnXn-1 nXn-M+1
N-1
UTU _ x.—l x.O xN.—Z 'X’:l 'X':O xZ.—M — X XT z Xn— 1xn X,Zl_l Xn—1Xn-M+1
. . n=0 . .
X1-M  X2-M XN-M1IXN-1 XN-2 XN-M \ Xn—M+1Xn  Xn—M+1Xn—1 X2 11 |
- XnZn ahOI XT [ n Xn-1 xn—P+1] R : ,|, '
| Xn-1Zn = : , (12 xx| »autokorrelacié” becslés. | Normalas!
U'z= Z : R, (k)| ,keresztkorrelacié” becslés. |Normalas! 7
n=0 ~ 15
Xn-pP+1Zn Ezzel: a=R.R,,
, — —
5. Példa: Linearis modell ismert s jelkomponens esetén: | z=Ua+s+w | Z =2~ a=[UTUl"'UT(z - s)
.. , P " bevezetésével:
Fehér zaj esetén: C; = d“[U" U]

A egy ismeretlen konstans, r pedig egy ismert konstans:

Xp =A+1r"+w,
Xo 1 1 Wo 6. Példa: Linedris modell szines Gauss zaj esetén: | z = Ua + w, w~N'(0, C),
7 = le — 1 A+ ’" + W1 , C pozitiv definit, eTzért |étezik olyan invertalhatd D matrix, amellyel ¢—1 = pTD.
v B P N1 | wy E[(Dw)((Dw)) ] = E[DwwDT] = DCDT = DD~Y(DT)"1DT =1
felhasznalasaval bevezethetlink egy transzformaciot:

A = _Z ( rn) A = o2

— Xn — var{ } = F
Méréselmélet 4. el6adas, 2021. marcius 3.
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z’=Dz=DUa+Dw=Ua+w, w =Dw~N(0,I). | Ebbslazismeretlen paramétervektor kifejezhets:

a=[UTU'1"U'TZ = [UTDTDU]"UTDTDz = [UTCU"UTC 'z, | | C; = [UTC1U™L.

Megjegyzés: A hazi feladatban szines zajt kell generalni. Ha w fehér zaj, egységnyi szdrassal, akkor transzformaljuk: B-vel

E[(Bw)((Bw))T] = E[BwwTBT] = BBT = C Egy lehetséges megoldds: Cholesky felbontds. Vagy: mvnrnd() multivariate

3.3.4. A legjobb linearis torzitatlan becsl6 (Best Linear Unbiased Estimator, BLUE): normal random numbers

- Az MVU becsl6é nem mindig létezik vagy lehetetlenség megtalalni. A BLUE becsl6 egy szuboptimalis becsld, amelyik:
- Az adatok valoszinlség s(iriségfliggvénye nem ismert. - az adatok linedris fuggvénye: | @ = Hz;
A BLUE meghatarozasa (skalar esetben):

Az, k=01,.. N—1 adatokhoz az a

- csak torzitatlan lehet: E(d) = HE(z) = a;
- minimalizalja a becsl6 varianciajat;

N—-1 — LT
Zk=0 hk Zxy = h Z

linedris becsl6t rendeljiik, ahol h = {hg, Ay, ..., hy—1}". - csak az adatok atlagara és varianciajara van szikség.
A becsl6tél elvarjuk [ - Minimalizaljuk var(a) = E{(a — E(@))?) = E{(hTz — hTE(2))?) =
a torzitatlansagot: E(a) = leX:(} hE(z,) = a juk var(a) {(a (a)) } {( z (Z)) }

j a varianciat: — E{h"[z — E(2)][z — E(2)]"h} = h"Ch.
1. Példa: Ismert jel amplitiuddjanak detektdldsa zajban: | z;, = as, + wy

A linearis becslé: a = Z’,X;(} hy z, = h'z.Ez torzitatlan: E(Q) = h"E(z) = h"sa = a, ahol ehhez hTs = 1 kell legyen,
és s = {sg, 51, ..., Sy_1}' .| Minimalizadlandé hT Ch a hTs = 1 feltétel betartasa mellett!

Ehhez a Lagrange multiplikatoros technikat hasznaljuk. Keressiik a kévetkez6 kifejezés szélséértékét:| | = h"Ch + 2(h's — 1)
A 1

a] 174 A« — — . . s . . 7 V4
o = 2Ch+ 25 =0, ebbdl h = ->C ls, ezzel A Ts =1 = _ESTC lg, — 5 = T-1g @Mt visszahelyettesitve h kifejezésébe:
—1
h = Cs és végill @ = hTz felhaszndlasaval sTC~1z7 1 .
~ sTC1s’  az optimalis megoldas: a= ) var(a) = ( -
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A BLUE meghatarozasa (vektoros esetben):

z = Ua + w, ahol w nulla varhaté értékd zaj, melynek kovariancia matrixa C, s(ir(iségfliggvénye tetszéleges,

akkor az a paraméter BLUE becsl§je és a becslés kovariancia matrixa:

Megjegyzés: Ha a zaj Gauss eloszlasu, akkor a BLUE egy MVU becsl6.

2. Példa: DC szint zajban:

u=11,1,..., 1]T,
a = A.
A kovariancia matrix: € =

Zk:A+Wk,

¢ 0 0
0 o? 0
0 0 Of—1

3.3.5. Maximum Likelihood (ML) becslék
Probléma, hogy MVU becsldk esetlegesen léteznek vagy nem talalhatok meg. A BLUE becslé linearis modellekre szoritkozik.

A Maximum Likelihood (ML) becslék determinisztikus modellel leirt paraméterek esetén is hasznalhatdk. Tulajdonsagaik:
- mindig hasznalhatdk, ha a valdszinliségs(irliség fuggvény (csatornakarakterisztika) ismert;
- nagy adatméret esetén optimalisak (aszimptotikusan hatdsosak, elérik a CRLB értéket);

- szamitastechnikailag komplexek, numerikus mddszerek hasznalatat igénylik.

a=UTcu)"UTCc 1z,

c,= (UTC )1

wy, slrliségflggvényét nem ismerjlk, csak a varianciajat: var(w;) = a,f.

= C1

et

2
Og

0

0

1

2
o1

-1
P -_— - - - 1 -
0 [la=WTco)~tUTCc 1z = (Z’,l’zéa—%) Yoo 5

Ok

0
: 1 -1
i Ca= WUTC )™ = (SN2 L)
o1

Likelihood fliggvény: az f(z; a) s(rlségfliggvény, ahol a valtozd (nem paraméter)
ML becslo: a azon értéke, amelyhez a likelihood fliggvény maximuma tartozik.

Eljarasa: képezzik a Inf (z; a) log-likelihood flggvényt, és derivaljuk a szerint, majd ezt nullaval egyenlévé téve megoldjuk a-ra.

Eredményil az d,;; becsl6t kapjuk.
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1. Példa: Additiv, Gauss eloszlasu fehér zajjal terhelt DC szint mérése ismeretlen zaj variancia mellett:

Tegyiik fel, hogy A > 0 és 0% = A. A valdszinGség slirliségfiiggvény:

(2mA)2

Z, = A+ w,.

f(z;4) =——exp |~ = ENA(z, — A)?]. || LA

Az ML becsl6t a derivalt egyenld nulla feltételbdl kapjuk:
3.3.6. Legkisebb négyzetes hibaju (LS) becslék

CRLB?
N 1 1 ‘tezi
— YN —A) YN (2, — A)? Létezik MVU
04 24 ATT . 242 71 . becsl6?
;1 1oN-1.2 , 1
AML__E-I'\/NZn:OZn T

Nincs el6zetes ismeretlink sem a mérend6 paraméterrél, sem a csatorna karakterisztikarol (a zajrol).

Minden megfigyelést a kovetkez6képpen képzeliink el:

A cél az LS koltség

_ VvN-1 . 2
minimalizalasa: J(@) = Xk=0 (Zk Sk(a)) :

z = si(a) + ey,

ahol e;, a mérési és a modellezési hiba.

Nincs valoszinlségi feltételezés csak egy determinisztikus jelmodell.

Ha a megfigyelési egyenlet linearis: z = Ua + e, akkor explicit megoldas adhatd.

Feltételezziik, hogy az a paraméter a értéket vesz fel, és feldllitjuk a megfigyelés modelljét: Ua.

J(a,a) =(z—-Ua)'(z—Ua) =z"z—z"Ua—a'U'z+a"'U"Ua =2z"z—-2a"’U"z+a’U"Ua

melynek szélsGértékét (minimumat) keressiik:

dJ(a,a)
Jda

a:aLS

= -20"z+20"Ua =0

— | ays = [UTU]"1UTz | A minimalis LS koltség: | J(a,d;s) = z" (z — Ua,g)

Megjegyzések: Sulyozott négyzetes kritériumot is hasznalhatunk, ha bevezetunk egy Q négyzetes sulyozé matrixot, amivel:

J(a,@) = (z-Ua)'Q(z - Ua),

a,s = [UTQU] U Qz.

Ha Q = X1, akkor formalisan a Gauss-Markov becs|ét kapjuk, tehat a GM becsl8 egy sulyozott legkisebb
négyzetes hibaju becsld, ahol a sulyozast a megfigyelési zaj kovariancia matrixanak inverze adja.
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